Aplicatie mobila pentru detectarea unor patogeni la cereale paioase
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Rezumat

Prezentul studiu a avut ca scop realizarea unei aplicatii mobile pentru recunoasterea a cinci agenti patogeni la cultura de grau pe baza
inteligentei artificiale (AI). Machine learning (ML), o ramurd importanta in cadrul Al a stat la baza realizarii aplicatiei de recunoastere
apatogenilor la cultura de grau. Au fost luati in studiu cinci patogeni la cultura de grau, Blumeria graminis, Pyrenophora tritici repentis,
Puccinia recondita, Puccinia striiformis si Puccinia graminis. A fost utilizat un set de 323 de imagini cu agentii patogeni luati in studiu
la cultura de grau. Imaginile au fost prelucrate si transformate astfel incat modelul sd primeascad pentru fiecare imagine aceeasi
dimensiune. Primul pas 1n constructia setului de date pentru antrenarea modelului de ML a fost augmentarea datelor, In scopul cresterii
numarului de date prin modificari cunoscute. A fost utilizat framework-ul React Native pentru a avea o aplicatie disponibild atat pe
i0S cat si pe Android. Pentru a evalua modelul a fost utilizata metoda ”Class Activation Map visualization” (CAM). Una dintre
tehnicile pe care CAM le utilizeaza este de a produce heatmaps (zone de interes) pe partile din imagine care corespund diferitelor clase,
peste imaginile de intrare. Modelul a prezis corect in procent de 88.4% pentru rugina galbend,72.03% pentru rugina brund, 94.67%
pentru fainare.

Cuvinte cheie : inteligenta artificiala, patogeni, aplicatie mobila
Introducere

Inteligenta artificiald este o zond a stiintei calculatoarelor care evidentiaza crearea de masini
inteligente care lucreaza si reactioneaza ca si oamenii . Timp de 60 de ani expertii au tot spus ca
viitorul Al-ului se apropie. Aceasta perioada numitd “iarna AI” a luat sfarsit datorita catorva aspecte:
accesului la procesare mai ieftind, Big Data (“universitatea la care invata Al-ul”), algoritmi mai buni
(retele neuronale).

Sunt cunoscute mai multe tipuri de inteligenta artificiald, cum ar fi: Weak Al, Strong Al,
Reactive Machines, Limited Memory, Theory of Mind, Self — awareness, Artificial general
intelligence (AGI), Artificial narrow intelligence (ANI) etc.

Dintre cele mai importante ramuri ale Inteligentei Artificiale sunt considerate Machine
Learning (ML), Neural Network (NN), Natural language processing (NLP), Expert system (ES),
Fuzzi Logic, Vision, Speech, Planning, Robotics, cu aplicatii in diferite domenii.

Machine learning (ML) a prezentat deja un interes deosebit in agriculturd, asigurand
oportunitati pentru operationalizarea unor baze mari de date, in dezvoltarea de agro-tehnologii
inteligente si performante. Machine learning a fost utilizata in autentificarea unor parametri la culturi
si produse agricole, controlul unor factori de vegetatie, sisteme de decizie in diferite sisteme agricole.

Prezentul studiu a avut ca scop realizarea unei aplicatii pentru recunoasterea a cinci agenti
patogeni la cultura de grau.

Metodologie si Cercetare

In realizarea aplicatiei pentru recunoasterea simptomelor a cinci patogeni foliari ai cerealelor a fost
utilizat un set de fotografii realizate in campurile experimentale infiintate pe teritoriul SDT a
USAMVB Timisoara. Pentru asta s-au efectuat fotografii pentru patogenii: Blumeria graminis,
Pyrenophora tritici repentis, Puccinia recondita, Puccinia striiformis si Puccinia graminis.
Fotografiile au fost realizate in primavara, in perioada 2018 si 2019.
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Fig 1. Arhitectura solutiei propuse

Primul pas in constructia setului de date pentru antrenarea modelului de ML a fost augmentarea
datelor. Prin data augmentation se intelege cresterea numarului de date prin modificari cunoscute,
care sd aiba sens in contextul antrenamentului si care sa ajute modelul sd fie mai robust. Se pune
intrebarea: Dar, cum si de ce? Raspunsul la aceastd intrebare este simplu. Nu avem o cantitate infinita
de date. Cu cat avem mai multe date, cu atat modelul de ML va fi mai bun. Insa, fiecare colectie de
date vine cu un cost. Acest cost poate Tnsemna bani, efort uman, resurse computationale si desigur,
timp consumat de-a lungul procesului. Prin urmare, s-ar putea sa avem nevoie sa ne marim setul de
date pe care 1l dam clasificatorilor din ML pentru a compensa costurile implicate in viitoarele colectii
de date. In practici, ceea ce se intAmpla e ci se aplica augmentiri geometrice si de culoare, adica
imaginile se schimba aleatoriu, schimbari precum ar fi: Intoarcere, apropiere, rotire, intindere,
modificarea parametrilor de iluminat si padding. Pentru a aplica transformarile pe setul nostru de
date, atunci cand se creeazd obiectul Image-Data Bunch ii transmitem lista de transformari. Fastai are
o listd predefinita, obtinutd in urma unor experimente intense ale echipei. Acest obiect returneaza un
tuplu de lungime 2, continand 2 liste: una pentru setul de training iar cealalta pentru setul de validare.

° data = ImageDataBunch.from_name_re(path, fnames, pat, ds_tfms=get_transforms(), size=224)
data.normalize(imagenet_stats)

[+ ImageDataBunch;
Train: LabelList (259 items)
x: ImageList
Image (3, 224, 224),Image (3, 224, 224),Image (3, 224, 224),Image (3, 224, 224),Image (3, 224, 224)
y: CategoryList
RuginaBruna,RuginaBruna,RuginaGalbena,Pyrenophora, Pyrenophora
Path: /content/drive/My Drive/licenta/licenta_train;
Valid: LabelList (64 items)
x: ImageList
Image (3, 224, 224),Image (3, 224, 224),Image (3, 224, 224),Image (3, 224, 224),Image (3, 224, 224)
y: CategoryList

Fainare,Pyrenophora, Pyrenophora, Pyrenophora, Pyrenophora
Path: /content/drive/My Drive/licenta/licenta_train;

Fig 2. Obiectul ImageDataBunch.

Masinile nvatd prin intermediul unei functii de loss. Este o metoda de evaluare a modului in care
algoritmii specifici modeleaza datele date. Daca predictiile deviaza prea mult de la rezultatele reale,
functia de train loss ar arata un numar foarte mare. Treptat, cu ajutorul unei functii de optimizare,
reteaua invatd sd reducd functia de loss, adica eroarea in predictie, schimbandu-si parametrii. Nu
existd nici o functie de loss one-size-fits-all” a datelor pentru algoritmi in ML. Exista diferiti factori
implicati 1n alegerea unei functii de loss pentru o problema specifica, cum ar fi tipul de algoritm de
ML ales, usurinta de a calcula derivatele si, intr-o oarecare masura, procentul de valori exagerate din
setul de date. Functia de loss default folosita este FlattenedLoss of CrossEntropyLoss.



Datele se afli in centrul oricirei probleme de Machine Learning, In ultimii ani, pasii facuti
utilizand Al nu ar fi fost posibili dacd nu exista accesul la datele relevante. Datele folosite pentru
acest studiu au fost accesate din baza de date a disciplinei de fitopatologie. Astfel, setul de date este
format din 323 de imagini cuprinzand cinci patologii specifice cerealelor paioase. Clasele patologiilor
sau patogenii utilizati au fost:

[ ] classes = ['Fainare', 'Pyrenophora', 'RuginaBruna’, 'RuginaGalbena’, 'RuginaNeagra']

Fig 3. Clasele patologiilor recunoscute de algoritmul de ML

Dupa cum am descris anterior, imaginile au fost transformate astfel incat modelul sd primeasca
pentru fiecare imagine aceeasi dimensiune, astfel, dupd toate transformarile suferite, setul de date
arata astfel:

[8] data.show_batch(rows=4, figsize=(7,6))
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Fig 4. Imaginile din setul de date pregatite pentru a putea antrena modelul

Pentru construirea modelului de ML am folosit Google Colaboratory. Am decis folosirea
framework-ului React Native pentru a avea o aplicatie disponibild atat pe iOS cat si pe Android.
Pentru a integra sistemele am folosit Heroku si Flask.

Rezultatele si limitarile cercetarii

Aplicatia pentru recunoasterea unor boli din culturile de cereale a fost gandita intr-o prima
etapa sd poata fi capabild sa recunoasca cinci boli foliare care apar in culturile de grau. Bineinteles ca
exista posibilitatea de a dezvolta aceasta aplicatie in asa fel incat ea sd poatd recunoaste toate bolile
care apar la cerealele pdioase si nu numai. Imaginile utilizate au fost realizate in campurile
experimentale ale USAMVB Timisoara, disciplina Fitopatologie. Rezultatele obtinute sunt bune,
incurajatoare. In cele ce urmeazi vom reda principalele etape parcurse in construirea aplicatiei de
recunoastere a bolilor pe baza simptomelor externe, vizibile cu ochiul liber. Dupa cum am descris
anterior, au fost obtinute rezultate pe baza modelului antrenat, care sunt prezentate si discutate in
continuare.

Pentru a evalua modelul am folosit metoda ”Class Activation Map (CAM) visualization”. Una
dintre tehnicile pe care CAM le utilizeaza este de a produce heatmaps (zone de interes) pe partile din
imagine ce corespund diferitelor clase, peste imaginile de intrare. Heatmap-ul de activare al clasei
este o retea 2D a scorurilor asociate cu o anumita clasd de iesire, calculatd pentru fiecare zona a
imaginii de intrare, indicand cat de importanta este fiecare zond in raport cu clasa de iesire. Pentru a



vizualiza aceste heatmap-uri pe imaginile luate 1n studio, a fost utilizatd
ClassificationInterpretation.

Vizualizarea CAM a setului de date dupa ce a fost antrenat este prezentatd in figura 5.

[ ] interp = ClassificationInterpretation.from_learner(learn)

[ ] dinterp.plot_top losses(9, figsize=(13,9))

C predicti probability
Fainare/RuginaBruna /128 /028  RuginaB! Ibena /1.20/0.30 RuginaB: ginaBruna / 0.77 / 0.46
Fainare/Fainare / 0.61 / 0.54 Pyrenophora/Pyrenophora / 0.57 / 0.56 Fainare/Fainare / 0.29 / 0.75

Fig 5. Vizualizarea CAM a imaginilor dupa ce modelul a fost antrenat

clasa

O altd metoda folositd in evaluarea modelului a fost confusion matrix (matrice de confuzie)
care va ardata pentru fiecare label de cate ori a fost prezis corect. Confusion matrix este o tehnica buna

pentru a rezuma performanta unui algoritm de clasificare, figura 6.

° interp.plot_confusion matrix(figsize=(12,12), dpi=60)
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Fig 6. Confusion matrix (arata pentru fiecare model de cate ori a fost prezis corect)

In continuare sunt prezentate rezultatele obtinute atunci cdnd modelul interpreteaza imagini
noi. Pentru imaginile de test vom avea ca rezultat predictiile, adica in ce procent imaginea data
apartine uneia dintre clase, dar si imaginea peste care va aparea un “heatmap” pentru a vedea ce

puncte din imagine au favorizat clasa respectiva.
Imagine de test - Rugina galbena (Puccinia striiformis) este redata in figura 7.



[» [0.534239 0.03264 0.634466 0.884206 0.101735]
['Fainare', 'Pyrenophora', 'RuginaBruna', 'RuginaGalbena', 'RuginaNeagra']

Fig 7. Rezultatul predictionat de model si heatmap-ul care arata partea din imagine dupa care a
prezis patogenul

Dupa cum se poate vedea in imagine, modelul prezice in procent de 88,4% ca boala prezenta pe
frunze este rugina galbena.

Imagine de test - Rugina bruna (Puccinia recondita), este redata in figura 8.

> [0.642646 0.024403 0.720325 0.324196 0.143852)
[ 'Fainare', 'Pyrenophora', 'RuginaBruna’, 'RuginaGalbena’, 'RuginaNeagra’]

Fig 8. Rezultatul predictionat de model si heatmap-ul care arata partea din
imagine dupa care a prezis patogenul

Se observa in imagine ca modelul prezice cu o precizie de 72,03% ca boala de pe frunze este
rugina bruna.

Imagine de test: Fainarea cerealelor (Blumeria graminis), este redata in figura 9.

> [0.94672 0.003805 0.422032 0.716437 0.486702]
[ 'Fainare', 'Pyrenophora', 'RuginaBruna', 'RuginaGalbena', 'RuginaNeagra']

Fig 9. Rezultatul predictionat de model si heatmap-ul care aratd partea din
imagine dupa care a prezis patogenul

La fel ca si in situatiile anterioare, modelul prezice cu o acuratete de 94,67% ca boala de pe
frunze este fainarea cerealelor paioase.

Originalitatea lucrarii

Pentru a putea fi folositd aceastd metoda de diversi utilizatori, am decis sa dezvoltdm o aplicatie
mobild 1n care sa ne folosim de modelul descris anterior.
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Fig 10. Interfata aplicatiei

Concluzii

Putem spune ca aplicatia dezvoltata functioneaza foarte bine, fiind capabild sa recunoasca cu
o acuratete destul de mare patogenii pentru care a fost creata.

Pe de altd parte insd, nu a fost derulata testarea acesteia in conditi de camp, ea fiind in stadiul
de prototip.

Cu siguranta suntem doar la Inceput, aplicatia va fi dezvoltata, insd consideram ca folosirea
inteligentei artificiale pentru acest gen de probleme ar trebui Incurajata, prin facilitarea accesului la
diferite informatii, cum ar fi unele baze de date.

De asemenea, aplicatia poate fi dezvoltata / adaptata / extinsa si pentru alte studii la nivelul
suprafetei foliare a plantelor, sau la nivelul culturilor agricole.
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